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Abstrak— Epilepsi merupakan salah satu penyakit neurologis 

kronis yang dapat menyerang sekitar 50 juta orang di semua 

usia. Di Indonesia terdapat lebih dari 1.400.000 kasus Epilepsi 

setiap tahun dengan 70.000 pertambahan kasus setiap tahunnya. 

Sekitar 40-50% terjadi pada anak-anak. Salah satu pemeriksaan 

Epilepsi menggunakan Elektroensephalogram (EEG) yang 

mengidentifikasikan frekuensi 2,8-5,4 Hz, dan loncatan 

amplitudo atau berbentuk spike. Agar pemeriksaan cukup 

akurat, sinyal EEG dalam domain waktu perlu diproses dalam 

domain lain untuk identifikasi adanya Epilepsi. Pada penelitian 

ini telah dibangun sistem identifikasi Epilepsi menggunakan 

transformasi Wavelet dan Learning Vector Quantization (LVQ). 

Pembelajaran dan pengujian menggunakan set data EEG dari 

University of Bonn. Data terdiri atas empat kondisi, yaitu orang 

normal mata terbuka (Z), orang normal mata tertutup (O), 

penderita Epilepsi saat serangan (S), dan penderita Epilepsi saat 

tidak terjadi serangan (F). Sinyal EEG direkam dengan 

frekuensi sampling 173,5 Hz selama 23,6 detik sehingga setiap set 

data mempunyai 4097 titik. Wavelet untuk mengekstraksi sinyal 

EEG yang mempunyai frekuensi sampling menjadi 2,8-5,4 Hz. 

Sistem identifikasi menggunakan LVQ dengan fitur spektral 

daya pada frekuensi 2,8-5,4 Hz dan nilai absolut dari amplitudo 

rata-rata setiap seperempat detik. Sehingga diperoleh 220 fitur. 

Sistem telah diuji menggunakan data S dan Z dengan akurasi 

67% terhadap data non latih. Penggunaan Wavelet dapat 

meningkatkan akurasi dari 67% menjadi 72%. Penambahan 

fitur rata-rata amplitudo dapat meningkatkan akurasi menjadi 

94%. Sistem juga telah diuji menggunakan set data ZO dan FS 

dengan hasil 73% tanpa ekstraksi Wavelet, 65% dengan 

ekstraksi Wavelet dan 75% untuk Wavelet dengan fitur lengkap. 

Sistem identifikasi juga telah diuji terhadap data latih dengan 

akurasi 100%. 

Kata kunci— epilepsi; sinyal EEG; rata-rata amplitudo; 

wavelet, learning vector quantization; 

I.  PENDAHULUAN 

Epilepsi adalah gangguan pada sistem saraf otak manusia 
yang mengakibatkan adanya aktivitas yang tidak normal yaitu 
aktivitas berlebihan dari sel neuron pada otak. Aktivitas dari 
neuron yang berlebihan akan menimbulkan dampak seperti 
melamun sesaat, kejang-kejang, gangguan kesadaran, kontraksi 
otot, serta kesemutan. Epilepsi ditunjukkan dengan adanya 
lonjakan amplitudo atau bentuk spike yang dicatat pada 3-4 
Hz[1].  Dari banyak studi menunjukkan bahwa rata-rata 
kejadian Epilepsi 2,7-17,6 per 1.000 penduduk, dan angka 
serangan mencapai 51 per 100.000 penduduk [2]. Di Indonesia 
terdapat lebih dari 1.400.000 kasus Epilepsi setiap tahun 

dengan 70.000 pertambahan kasus setiap tahunnya. Sekitar 40-
50% terjadi pada anak-anak.  

Otak manusia dapat melakukan banyak aktivitas baik 
normal maupun tidak normal. Kondisi normal terdiri dari 
kondisi fisik seperti tidur dan beraktivitas, kondisi tidak normal 
seperti kejang pada Epilepsi [3]. Salah satu metode yang 
banyak digunakan untuk menilai aktivitas otak adalah melalui 
sinyal Elektroensephalogram (EEG). Sinyal EEG muncul 
selama otak manusia beraktivitas. Bentuk sinyal EEG setiap 
orang sangat bervariasi tergantung dari aktivitas, kesehatan dan 
kondisi pikiran. Dalam dunia medik, sinyal EEG sering 
digunakan untuk deteksi penyakit Epilepsi [4], klasifikasi 
penyakit Epilepsi [5][6] dan prediksi kemungkinan mengidap 
Epilepsi [7][8]. 

Sistem identifikasi Epilepsi dibangun dengan tahap 
ekstraksi dan identifikasi. Beberapa metode yang dapat 
digunakan untuk proses ekstraksi dalam sinyal EEG seperti 
Wavelet, Entropy dan Empirical Mode Decomposition (EMD). 
Ekstraksi Wavelet sangat cocok digunakan untuk melakukan 
analisis sinyal non stasioner seperti sinyal EEG. Penelitian 
terdahulu melakukan klasifikasi Epilepsi dengan menggunakan 
Wavelet dengan akurasi 91,2% [9]. Penelitian lain untuk 
monitoring emosi menggunakan Wavelet [10] serta klasifikasi 
Epilepsi dengan menggunakan Wavelet [11][12]. Pada 
beberapa penelitian Wavelet juga digunakan untuk klasifikasi 
emosi manusia [13], klasifikasi penyakit Epilepsi [11][14] dan 
klasifikasi sinyal EEG menggunakan LVQ [15] dan tingkat 
stress [16]. Sedangkan identifikasi dapat dilakukan dengan 
menggunakan Euclidean Distance (ED), Learning Vector 
Quantization (LVQ) dan Support Vector Machine (SVM). 
Penelitian lain untuk monitoring emosi menggunakan LVQ 
[10]. LVQ dapat melakukan pembelajaran dengan lebih cepat 
dibandingkan dengan pelatihan yang lain. 

Sistem untuk identifikasi Epilepsi telah dibangun 
menggunakan ekstraksi Wavelet dan identifikasi LVQ dengan 
menggunakan beberapa set data yang terdiri atas 4 kondisi, 
yaitu orang normal mata terbuka (Z), orang normal mata 
tertutup (O), penderita Epilepsi saat serangan (S) dan penderita 
Epilepsi saat tidak terjadi serangan (F). Set data dibagi menjadi 
dua jenis yaitu data latih dan data baru. Pelatihan menggunakan 
LVQ dengan fitur spektral daya pada frekuensi 2,8-5,4 Hz dan 
nilai absolut dari amplitudo rata-rata setiap seperempat detik. 
Sistem yang dibuat telah diimplementasikan pada perangkat 
lunak. 
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II. METODE 

A. Set data 

Set data sinyal EEG didapat dari klinik fur Epileptologie 
Universitas Bonn German dengan frekuensi sampling 173,6 Hz  
yang terdiri dari empat jenis set data (Z,O,F dan S) masing-
masing set data berisi 100 data dari satu kanal selama 23,6 
detik, data merupakan hasil segmentasi untuk membuang 
artefak seperti aktivitas otot atau gerakan mata. Setiap set data 
terdiri dari kondisi yang berbeda, yaitu orang normal mata 
terbuka (Z), orang normal mata tertutup (O), penderita Epilepsi 
saat serangan (S), dan penderita Epilepsi saat tidak terjadi 
serangan (F). 

Pada penelitian ini digunakan set data Z, O, F dan S 
sehingga terdapat 400 data yang digunakan. 200 untuk kelas 
Epilepsi dan 200 untuk 200 untuk kelas tidak Epilepsi. 
Terdapat dua jenis penggunaan data yang berbeda untuk 
masing-masing analisis:  

 Pertama, dua set data Z dan S sebagai kondisi yang 
mewakili kondisi tidak Epilepsi dan Epilepsi secara 
normal. 

 Kedua, dua set data Z dan F sebagai kondisi yang 
mewakili kondisi tidak Epilepsi dan orang dengan 
riwayat Epilepsi. 

 Ketiga, semua data yang tergolong kelas Epilepsi dan 
tidak Epilepsi digunakan (Z, O, F dan S). yaitu Z dan 
O untuk kelas tidak Epilepsi serta F dan S untuk kelas 
Epilepsi. 

Untuk masing-masing set data setiap kelas dapat dilihat 
seperti Tabel I. 

TABEL I. AKUISI DATA 

Data Kelas Jumlah 

Data latih Data baru 

Z - S Tidak Epilepsi (Z) 

Epilepsi (S) 

50 

50 

50 

50 

 total 100 100 

Z - F Tidak Epilepsi (Z) 

Epilepsi (F) 

50 

50 

50 

50 

 total 100 100 

ZO - FS Tidak Epilepsi (Z,O) 

Epilepsi (F,S) 

100 

100 

100 

100 

 total 200 200 

 

Pada beberapa penelitian terdahulu telah menggunakan set 
data yang sama untuk melakukan analisis Epilepsi dan tidak 
Epilepsi. Terdapat perbedaan bentuk gelombang dari Epilepsi 
dan tidak Epilepsi yang diambil dari set data (S) untuk Epilepsi 
dan (Z) untuk Tidak Epilepsi. Seperti terlihat pada Gambar 1 
dan Gambar 2.  

 

Gambar 1. Gelombang Epilepsi (s) 

 

Gambar 2. Gelombang tidak Epilepsi (z) 

 

Pada Gambar 1 dan Gambar 2 terlihat perbedaan antara 
sinyal tidak Epilepsi dan Epilepsi, sinyal tidak Epilepsi 
cenderung terlihat lebih stabil, sedangkan sinyal Epilepsi 
menunjukkan adanya loncatan amplitudo dan ketika frekuensi 
rendah akan terlihat lebih renggang. 

B. Perancangan Sistem Identifikasi 

Sistem identifikasi Epilepsi dengan tahap perolehan data. 
Kemudian dilanjutkan dengan tahap pengambilan nilai absolut 
rata-rata amplitudo setiap seperempat detik (deret spike) 
menghasilkan 92 titik data, selanjutnya sinyal diproses dengan 
menggunakan ekstraksi Wavelet untuk mendapatkan 
gelombang 2,8 - 5,4 Hz yang akan digunakan sebagai fitur 
masukan pada proses pembelajaran. Proses pembelajaran 
mesin menggunakan Learning Vector Quantization (LVQ). 
Perancangan sistem identifikasi Epilepsi seperti terlihat pada 
Gambar 3. 
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Gambar 3. Sistem Identifikasi Epilepsi dengan Wavelet dan Learning Vector 

Quantization 

 

Pada Gambar 3 terlihat bahwa terdapat 4097 titik data 
masukan yang akan dioleh dengan mengambil nilai rata-rata 
amplitudo setiap detik menjadi 92 titik, selanjutnya 4097 
diekstraksi pada gelombang 2,8 - 5,4 Hz menjadi 128 titik data 
sehingga terdapat 220  titik yang akan digunakan sebagai data 
pelatihan dan identifikasi. 

C. Transformasi Wavelet 

Transformasi merupakan suatu proses perubahan data 
bentuk kedalam bentuk lain agar mudah dianalisis, 
transformasi Wavelet merupakan proses pengubahan sinyal 
kedalam berbagai Wavelet basis (mother wavelet) dengan 
berabagai fungsi pergeseran (translasi) dan penyekalaan. 
Secara garis besar transformasi Wavelet adalah dengan 
melewatkan sinyal yang akan dianalisis pada filter 
menggunakan frekuensi dan skala yang berbeda. Sebuah sinyal 
harus dilewatkan dalam dua filtrasi Wavelet yaitu high-pass 
filter dan low-pass filter. Transformasi Wavelet diskrit 
terhadap sinyal x(n) ditunjukkan pada Persamaan 1. 
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adalah faktor skala. 

Dalam analisis Wavelet diskrit, digunakan untuk 
menguraikan sinyal ke dalam rincian yang semakin halus, 
seperti terlihat pada Persamaan 2 dan Persamaan 3 setelah 
sinyal difiltrasi maka bentuk sinyal akan berubah sesuai basis 
Wavelet seperti terlihat pada Gambar 4 dan Gambar 5. 

 

 

 

Dimana yhigh[k] dan ylow[k] adalah hasil dari high-pass 
filter dan low-pass filter, x[n] merupakan sinyal asal, h[n] 
adalah high-pass filter dan g[n] adalah low-pass filter. 

 

Gambar 4. Gelombang Epilepsi asli (s) 

 

 

Gambar 5. Gelombang Epilepsi setelah transformasi Wavelet 2,8 – 5,4 Hz 

 

Pada penelitian ini dilakukan transformasi wavelet dengan 
membagi dua 0 – 86,5 Hz menjadi 2,8 – 5,4Hz selanjutnya 0 – 
21,6 Hz dan seterusnya secara berulang sehingga menghasilkan  
gelombang 0,5 – 2,27 Hz, 2,8 – 5,4 Hz, 5,5 – 10,8 Hz, 10,9 – 
21,6 Hz dan 21,7 – 43,2 Hz sesuai dengan potensi kemunculan 
penyakit secara umum. Namun untuk Epilepsi hanya 
menggunakan gelombang 2,8 – 5,4Hz. Seperti terlihat pada 
Gambar 6. 

Pada penelitian terdahulu transformasi Wavelet digunakan 
untuk identifikasi Disleksia menggunakan fungsi Symlets 
Wavelet order 5, 7, 8 dan 9 ditemukan bahwa Symlets order 5 
dan 7 memberikan hasil yang paling konsisten [17]. Pada 
penelitian ini digunakan Symlet 5 untuk identifikasi gelombang 
Epilepsi. Symlet 5 (sym5) memiliki sepuluh koefisien low-pass 
filter (dinotasikan dengan gn) dan sepuluh koefisien high-pass 
filter (dinotasikan dengan hn). untuk Symlet 5 dapat dilihat 
pada Tabel II. 

43.25 – 86.50 – 43.25

0 – 21.62 21.62 – 43.25

0 – 10.81 10.81 – 21.62

0 – 5.40 5.40 – 10.81
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 Gambar 6. Transformasi Wavelet 2,8 – 5,4 Hz 

 

TABEL II. KOEFISIEN SYMLETS 5 

Koefisien Low Pass Filter (gn) Koefisien High Pass Filter (hn) 

0.027333068345077982 

… 

0.019538882735286728 

-0.019538882735286728 

… 

0.027333068345077982 
  

Pemilihan koefisien yang tepat dapat menentukan 
identifikasi karakteristik sinyal utama dari sinyal asli [15]. 

Dekomposisi gelombang 2,8 - 5,4 Hz pada konvolusi 
kesatu sampai ketiga menggunakan koefisien low-pass filter. 
Setelah itu pada konvolusi keempat menggunakan koefisien 
high-pas filter Symlet 5. Hasil ekstraksi Wavelet pada 
gelombang 2,8 - 5,4 Hz dari sinyal EEG selama 23,6 detik dan 
mereduksi jumlah data dari 4097 menjadi 128 data. 

D. Learning Vector Quantization 

Learning Vector Quantization (LVQ) merupakan sebuah 
metode klasifikasi yang dibangun dengan dua lapisan 
kompetitif yaitu vektor masukan dan vektor keluaran sebagai 
sebuah kelas. Kelas merupakan hasil perbandingan jarak dari 
vektor-vektor masukan. 

Pada penelitian ini terdapat 220 neuron input (vektor 
masukan) yang didapat dari hasil pengambilan nilai rata-rata 
amplitudo setiap detik sebanyak 94 data ditambah hasil 
transformasi Wavelet pada gelombang 2,8 – 5,4 Hz sebanyak 
128 data dan neuron output (vektor keluaran) sebanyak 2 yang 
mewakili kelas Epilepsi dan kelas tidak Epilepsi. Arsitektur 
LVQ untuk Identifikasi Epilepsi terlihat seperti Gambar 7. 

X1

X2

X3

X4

X5

Xn

|Xi – Wr|

|Xi – Wr|

Yr

Yr

 

Gambar 7. Arsitektur Learning Vector Quantization 

 

Gambar 7 memperlihatkan bahwa yang bertindak sebagai 
dendrit atau data masukan adalah X1 – Xn, yang bertindak 
sebagai bobot adalah ||X-W|| yang menghubungkan lapisan 
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masukan ke lapisan keluaran, dan yang bertindak sebagai 
akson atau data keluaran adalah Y.  

Proses pelatihan dilakukan dengan mencari nilai bobot 
yang akan digunakan sebagai pewakil untuk masing - masing 
kelas. Pada tahap awal proses pelatihan adalah dengan 
menentukan jumlah iterasi (Epoch), nilai learning rate dan 
nilai error. Pada penelitian terdahulu ditetapkan nilai learning 
rate 0.1 dengan jumlah Epoch sebanyak 55. Pada penelitian ini 
dilakukan beberapa percobaan penentuan nilai learning rate 
dan nilai pengurangan learning rate untuk setiap iterasi untuk 
mendapatkan nilai akurasi maksimum.   Pada percobaan 
pertama ditetapkan nilai learning rate 0.1 dengan pengurangan 
setiap iterasi 0.01, nilai error adalah 0.0001 dan maksimum 
Epoch 5000 serta bobot yang diambil secara acak untuk setiap 
kelas. Jarak antara bobot dengan data latih dapat dihitung 
dengan persamaan (4) selanjutnya dilakukan perbaikan bobot 
untuk setiap iterasi dengan persamaan (5). 

  

 

Dimana d(i) merupakan jarak, x adalah data latih dan w 
adalah bobot. 

III. HASIL DAN DISKUSI 

Pembelajaran sistem dilakukan dengan dua set data yang 
berbeda, data dikelompokkan menjadi dua yaitu data latih dan 
data baru. Jumlah masing - masing dibagi sesuai dengan 
kondisi pasien. Pertama menggunakan set data S untuk kelas 
Epilepsi dan set data Z untuk kelas tidak Epilepsi dengan 100 
data latih dan 100 data baru serta. Selanjutnya untuk mengukur 
kemampuan sistem dalam melakukan identifikasi digunakan 
set data S dan F untuk kelas Epilepsi serta set data Z dan O 
untuk kelas tidak Epilepsi dengan 200 data latih dan 200 data 
baru. 

Pembelajaran yang pertama dilakukan untuk mencari nilai 
learning rate paling optimal dengan nilai akurasi paling tinggi. 
Nilai Learning rate diuji dari 0,1 – 0,6 dengan pengurangan 
learning rate 0,01 – 0,03 dan error 0,0001. Analisis laju 
pembelajaran dapat dilihat pada Tabel III. 

TABEL III. ANALISIS LAJU PEMBELAJARAN 

No 

 

Learning 

rate 

Pengurangan 

Learning rate 

Akurasi % 

Data 

Latih 

Data baru 

1 0,5 0,01 100 95 

2 0,4 0,01 100 96 

3 0,3 0,01 99 94 

4 0,2 0,01 100 96 

5 0,1 0,01 99 94 

6 0,4 0,02 100 93 

7 0,4 0,03 100 90 

8 0,4 0,04 100 91 

9 0,4 0,05 99 94 

10 0,4 0,001 100 89   

 Hasil analysis Tabel III menunjukkan bahwa akurasi 
tertinggi diperoleh pada learning rate 0.4 dan pengurangan 
learning rate 0,01, sehingga parameter yang digunakan untuk 
pembelajaran yaitu learning rate 0,4 dan pengurangan learning 
rate 0,01. Akurasi dihitung dari nilai kelas asal dengan label 
data. Nilai akurasi juga dipengaruhi dari pengambilan bobot 
awal dari random data latih sehingga setiap kali pembelajaran 
akan menghasilkan nilai akurasi yang berbeda – beda. 
Perubahan learning rate pada awal iterasi mengalami 
perubahan yang signifikan, namun pada akhir iterasi perubahan 
learning rate akan stabil seperti terlihat pada Gambar 8. 

 

Gambar 8. Perubahan Learning rate 

 

Pada Gambar 8 terlihat bahwa perubahan nilai learning 
rate pada semakin lama mengalami perubahan yang stabil. 
Selanjutnya pengujian adalah untuk menentukan pengaruh 
ekstraksi Wavelet dan rata-rata absolut amplitudo pada akurasi 
pembelajaran dan pengujian. Hasil pengujian terhadap 
ekstraksi dan spike dapat dilihat pada Tabel IV. 

TABEL IV. PENGUJIAN TERHADAP EKSTRAKSI DAN SPIKE 

No Data Jumlah Skenario 

Percobaan 

Akurasi % 

Data 

Latih 

Data 

Baru 

1 S – Z 200 Ekstraksi 100 72 

Ekstraksi + Spike 100 94 

Tanpa Ekstraksi 100 67 

2 Z - F 200 Ekstraksi 99 70 

Ekstraksi + Spike 99 75 

Tanpa Ekstraksi 100 75 

3 ZO - 

FS 

400 Ekstraksi 100 65 

Ekstraksi + Spike 87 75 

Tanpa Ekstraksi 80 73   

Pada Tabel IV menunjukkan bahwa akurasi dipengaruhi 
oleh ekstraksi dan nilai rata-rata amplitudo (spike), karena data 
yang melalui ekstraksi akan mengalami perubahan data yang 
lebih sedikit serta data yang mewakili kelas masing-masing, 
sehingga pemilihan variabel fitur yang mewakili kelas akan 
mempengaruhi akurasi.  

Selanjutnya pengujian dilakukan untuk menentukan 
pengaruh kondisi pasien untuk masing-masing kelas. Pengujian 
dapat dilihat pada Tabel V. 

TABEL V. PENGUJIAN TERHADAP EKSTRAKSI DAN SPIKE 

No Kondisi Pasien/ 

Subyek 

Jumlah Kelas Akurasi % 

1 S - Z 200 Epilepsi 90 

Tidak Epilepsi 98 

2 Z - F 200 Epilepsi 76 

Tidak Epilepsi 74 

2 ZO - FS 400 Epilepsi 63 

Tidak Epilepsi 83 
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Tabel V menunjukkan hasil Pengujian terhadap kondisi 
pasien menunjukkan perbedaan yang signifikan, dikarenakan 
setiap kondisi dapat menjadi pembeda setiap kelas. Sehingga 
pada kondisi saat serangan (S) menjadi fitur terbaik untuk kelas 
Epilepsi, sedangkan kondisi orang normal saat mata terbuka 
(Z) menjadi fitur terbaik untuk kelas tidak Epilepsi. 

Pengujian terakhir dilakukan untuk menentukan jumlah 
data latih dan data baru terhadap nilai akurasi. Pengujian dapat 
dilihat pada Tabel VI. 

TABEL VI. PENGUJIAN TERHADAP JUMLAH DATA LATIH 

No Jumlah Akurasi % 

Data Latih Data Uji 

1 25 75 86 

2 50 50 90 

3 75 25 94 

 

Pada Tabel VI menunjukkan bahwa jumlah data latih yang 
digunakan pada proses pelatihan berpengaruh pada pengujian. 
Semakin banyak data latih yang digunakan pada proses 
pelatihan maka akurasi semakin baik. 

IV. KESIMPULAN 

Penelitian ini telah menghasilkan sebuah sistem identifikasi 
Epilepsi terhadap sinyal Elektroensephalogram (EEG) 
menggunakan ekstraksi Wavelet dan pelatihan dan pengujian 
menggunakan Learning Vector Quantization (LVQ). Kondisi 
yang ditinjau adalah Epilepsi dan tidak Epilepsi. Set data yang 
digunakan dari University of Bonn atas 4 kondisi, yaitu orang 
normal mata terbuka (Z), orang normal mata tertutup (O), 
penderita Epilepsi saat serangan (S) dan penderita Epilepsi saat 
tidak terjadi serangan (F). Parameter optimal yang memberikan 
nilai akurasi paling tinggi yaitu nilai learning rate 0,4 dengan 
konstanta pengurang 0,01. Parameter tersebut digunakan pada 
proses pembelajaran dan pengujian. Penggunaan Wavelet 
memberikan akurasi yang berbeda, yaitu dengan adanya 
perubahan nilai akurasi untuk masing-masing set data untuk set 
data Z-S dari 67% menjadi 72%, set data Z-F dari 75% menjadi 
70%, set data ZO-FS dari 73% menjadi  65,0%. Sedangkan 
dengan menambahkan nilai rata-rata amplitudo dan ekstraksi 
Wavelet menujukan adanya peningkatan nilai akurasi yang 
lebih baik. Set data Z-S menghasilkan akurasi mencapai 94%, 
set data Z-F menghasilkan akurasi mencapai 75%, set data ZO-
FS menghasilkan akurasi mencapai 75% dan pengujian data 
latih pada semua set data mencapai 100% jika dibandingkan 
dengan penelitian terdahulu oleh R. Panda dkk tentang 
klasifikasi Epilepsi dari sinyal EEG menggunakan Wavelet dan 
SVM terdapat peningkatan nilai akurasi yang semula 91,2% 
menjadi 94%. Sehingga pada penelitian ini menghasilkan nilai 
akurasi yang lebih baik dari penelitian sebelumnya tentang 
identifikasi Epilepsi dari sinyal EEG. 
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