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Abstract—Evaluasi terhadap pasien paska stroke yang terukur 

sangat dibutuhkan untuk mengetahui perkembangan aktivitas di 

otak dalam masa rehabilitasi. Salah satunya instrumen yang dapat 

menangkap aktivitas listrik di otak adalah Elektroensephalogram 

(EEG). Pengamatan visual yang dilakukan dokter dari rekaman 

EEG adalah kerapatan, amplitudo, bentuk gelombang, dan 

perbandingan sinyal pada kanal yang simetrik, namun tidaklah 

mudah. Penelitian ini melakukan ekstraksi dari sinyal EEG untuk 

memperoleh variabel-variabel signifikan dari pasien paska stroke. 

Sinyal EEG diperoleh dari 25 pasien paska stroke dan 25 orang 

sehat dari 14 kanal. Setiap sinyal selama 180 detik diekstraksi 

menggunakan Wavelet untuk memperoleh gelombang Alfa, Beta, 

Teta, Gama, dan Mu. Clustering dilakukan menggunakan Self 

Organizing Map (SOM) Kohonen dengan fitur masukan kelima 

gelombang, amplitudo, dan asimetrik dari kanal simetrik. SOM 

melakukan clustring berdasarkan fitur-fitur pembeda pola, 

sehingga hasil clustring dibandingkan dengan cluster dari data 

sebenarnya. Cara ini dilakukan untuk menentukan variabel-

variabel sinyal EEG beserta kanal-kanalnya yang memberikan 

akurasi terbaik. Hasil penelitian menunjukkan penggunaan 

keenam fitur dari 14 kanal dan fitur sinkronisasi dari 7 pasang 

kanal memberikan ketepatan klustering sebesar 54-68%. Akurasi 

fitur tertinggi diperoleh dari variabel perubahan amplitudo. 

Sistem identifikasi telah diimplementasikan dalam perangkat 

lunak dan diintegrasikan dengan wireless EEG Emotiv. Waktu 

komputasi dari sistem identifikasi sekitar empat menit, cukup 

realistis yang dapat digunakan untuk membantu analisis dokter. 

Keywords— rehabilitasi stroke, sinyal EEG, wavelet, SOM, 

clustering 

I.  PENDAHULUAN 

Stroke adalah penyebab kematian terbesar kedua di seluruh 
dunia dan salah satu yang terdepan penyebab kecacatan. Meski 
hampir 85% pasien bertahan cedera awal, sekitar 65% penderita 
Stroke akan mengalami cacat residual yang mengganggu fungsi 
sehari-hari dan kualitas hidup, bahkan setelah mendapat standar 
perawatan medis dan rehabilitasi. Di antara kebanyakan cacat 
fisik, gangguan untuk kinerja neuromuskular seperti kontrol 
motorik halus atau kasar, otot kekuatan, dan kekuatan adalah ciri 
stroke yang memiliki dampak terbesar pada kemampuan 
fungsional [1]. 

Salah satu upaya meningkatkan kualitas hidup penderita 
stroke adalah melalui rehabilitasi. Rehabilitasi paska-stroke 
seperti fisioterapi, psikologi, dan pengobatan merupakan salah 

satu upaya untuk mengembalikan atau memulihkan kemampuan 
pasien secara fisik pada keadaan semula (normal). Oleh sebab 
itu diperlukan identifikasi variabel-variabel terkait aktivitas 
listrik di otak yang direkam melalui Elektroensephalogram 
(EEG) selama masa rehabilitasi untuk monitoring 
perkembangan pasien paska-stroke [2].  

Sinyal EEG adalah sinyal aktivitas listrik pada otak manusia 
yang memiliki frekuensi antara 0-100 Hz. Sinyal EEG yang 
mempunyai amplitudo kecil yaitu 1-100µV. Beberapa 
pemrosesan sinyal EEG dapat dilakukan dengan analisis 
gelombang dalam domain frekuensi yaitu gelombang Alfa, Beta, 
Teta, Gama, sinkronisasi pada kanal yang simetrik, perubahan 
amplitudo setiap waktu, beserta analisis statistiknya. Penelitian 
mengenai EEG stroke telah dilakukan dari pasien paska-stroke 
iskemik [3] yaitu terhadap dominasi gelombang Alfa dan Beta, 
dan pada pasien cedera otak traumatis [4]. Penelitian lain 
mengidentifikasikan motor imagery dari selama pasien 
menjalani rehabilitasi stroke [5]. 

Penggunaan transformasi Wavelet untuk ekstraksi 
gelombang Alfa, Beta, Teta, Gama dan Mu. Beberapa penelitian 
menggunakan Wavelet untuk ekstraksi dan klasifikasi emosi 
pada pasien paska stroke [6] dan pada seseorang yang sehat [7] 
yang diperoleh sangat efektif dan mendapatkan nilai akurasi 
yang baik.  Self-Organizing Map (SOM) Kohenen telah 
digunakan untuk menganalisa kesamaan data EEG [8].   

Penelitian ini bertujuan membuat sistem identifikasi 
variabel-variabel sinyal EEG yang berpengaruh pada pasien 
selama rehabilitasi stroke, yang nantinya dapat digunakan untuk 
evaluasi dan monitoring selama rehabilitasi stroke berlangsung. 
Sistem dibangun dengan pembelajaran unsupervised atau 
clustering menggunakan Self Organizing Map Kohenen. Hasil 
clustering dibandingkan dengan kelas sebenarnya untuk 
mempertimbangkan variabel-variabel yang berpengaruh dalam 
monitoring pasien paska stroke. Sinyal EEG ditransformasi 
dengan Wavelet untuk mengekstraksi tiap gelombang Alfa, 
Beta, Teta, Gama, dan Mu. Gelombang Mu direlasikan 
kehadirannya saat membayangkan gerakan atau motor imagery. 
Kelima gelombang, disertai perubahan amplitudo, dan 
sinkronisasi kanal simetrik merupakan fitur-fitur dari sistem 
identifikasi. Clustering dilakukan terhadap 25 pasien paska 
stroke di RS Al Islam, dan 25 orang sehat. 
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II. METODE 

A. Akuisisi Data 

Pembacaan sinyal EEG yang dilakukan oleh dokter adalah 
mengamati irama atau kerapatan gelombang, amplitudo, 
perubahan amplitudo, perbedaan amplitudo antar kanal simetrik, 
dan kehadiran gelombang-gelombang Alfa, Beta, Gama, dan 
Teta. Beberapa acuan atau literatur dan diskusi dengan beberapa 
dokter spesialis syaraf memberikan gambaran variabel-variabel 
yang biasanya berpengaruh terhadap pasien rehabilitasi Stroke. 
Namun perlu diterjemahkan agar dapat dibaca oleh komputer. 
Analisis sinyal EEG pada penderita stroke dapat dilihat 
berdasarkan komponen-komponen gelombang daerah 
frekuensinya, yaitu Alfa (8 Hz-13 Hz), Beta (13 Hz-30 Hz), 
Gamma (30 Hz-49 Hz), Alfa-Gamma (8 Hz-49 Hz), Beta-
Gamma (13 Hz-49Hz) [9]. Pada penelitian terdahulu hasil dari 
klasifikasi menunjukan bahwa semua gelombang saling 
berkorelasi [6]. Sinyal EEG juga dapat menghasilkan motor 
imagery[10][11] dengan membayangkan atau berfikir untuk 
menggerakan suatu benda [12] atau biasa disebut dengan 
gelombang Mu.   

Penempatan elektroda pada EEG dilakukan dengan beberapa 
standar, salah satunya adalah dengan menggunakan standar 
International Federation of Societes of Electroencephalography, 
dimana elektroda ditempatkan pada kulit kepala pada 
posisi/aturan standar yaitu sistem 10-20. Pada penelitian ini 
penempatan elektroda menggunakan sistem Modified 
Combinatorial Nomenclature (MCN) yang merupakan 
pengembangan sistem 10-20 dimana sistem MCN lebih 
terperinci dengan elektroda yang lebih banyak, seperti terlihat 
pada Gambar 1. 

 
Gambar 1 Sistem Modified Combinatorial Nomenclature (MCN) 

 

Pengambilan data dari pasien paska stroke di Rumah Sakit 
Al-Islam Bandung dan orang sehat. Perekaman sinyal EEG dari 
pasien paska stroke dilakukan pada saat pasien kontrol ke dokter 
spesialis syaraf dan sudah mendapatkan persetujuan Komite 
Etik, yang dikeluarkan Komisi Etik Penelitian Kesehatan 
Universitas Padjajaran. 

Perekaman terhadap pasien rehabilitasi stroke menggunakan 
alat wireless EEG yang menggunakan empat belas kanal yaitu 
AF3, F7, F3, FC5, T7, P7, O1, O2, P8, T8, FC6, F4, F8 dan AF4 
terhadap pasien dengan usia 30-70 tahun dan orang sehat. 

Pengambilan data EEG dilakukan pada saat pasien akan 
melakukan kontrol pengobatan rehabilitasi stroke pada dokter 
syaraf. Perekaman dilakukan terhadap pasien pada saat 
mengantri giliran kontrol ke dokter dengan posisi duduk dan 
menghadap laptop yang telah disiapkan video yang berisi layer 
hitam untuk satu menit, satu menit berikutnya terdapat perintah 
untuk membayangkan mengangkat tangan, dan menit terakhir 
pasien diinstruksikan untuk memejamkan mata. Sehingga 
perekaman seluruhnya dilakukan selama tiga menit untuk setiap 
naracoba.  

Instruksi dalam yang diberikan pada pasien paska stroke 
diperlihatkan pada Gambar 2 Skenario terdiri dari instruksi 
untuk mendapatkan kondisi terbaik hasil ekstraksi variabel, 
yaitu membuka mata, memikirkan gerakan dan menutup mata. 

 

Gambar 2 Instruksi vidio perekaman EEG 

 
Sinyal direkam dengan EEG Emotiv wireless yang disimpan 

dalam file berjenis datasheet yaitu .csv. Data tersebut merupakan 
sinyal EEG yang dikonversi ke dalam bentuk digital yang terdiri 
dari amplitudo dalam satuan (µv) dan waktu dalam satuan detik. 

Pengambilan data dilakukan terhadap 25 pasien rehabilitasi 
stroke yang sedang melakukan terapi atau kontrol rutin setiap 
bulan seperti terlihat pada Gambar 3. Perekaman juga dilakukan 
terhadap 25 orang orang sehat.  

Setiap naracoba direkam selama 3 menit dengan 
menggunakan EEG dengan frekuensi sampling 128 Hz, yang 
berarti setiap detiknya terdapat 128 titik data dalam satu kanal 
sehingga mendapatkan 3x60x128 x14 = 322.560 titik data dalam 
satu set data latih. Sinyal yang diperoleh dari 14 kanal. 

 

 
Gambar 3 Perekaman pasien paska stroke 

B. Wavelet 

Transformasi Wavelet dapat merepresentasikan informasi 
waktu dan frekuensi suatu sinyal. Transformasi Wavelet 
dilakukan dalam dua proses utama yaitu dekomposisi dan 
rekonstruksi. Dekomposisi dilakukan untuk mengekstraksi 
sinyal sementara rekonstruksi untuk mengembalikan sinyal 
dalam domain waktu. Proses transformasi Wavelet pada tahap 
dekomposisi menghasilkan sinyal aproksimasi dan detil. 
Sehingga sinyal dengan frekuensi sampling 128Hz, 
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kemungkinan sinyal berada pada frekuensi 1-64 Hz atau 
setengahnya untuk mendapatkan gelombang Alfa, Beta, Teta, 
Gama, dan Mu  selanjutnya direduksi untuk dengan klasifikasi 
yang akan ditinjau.  

Aproksimasi dan detil dapat dilihat pada Persamaan 1 dan 
Persamaan  2. 

𝑆𝑖𝑛𝑦𝑎𝑙 𝐴𝑝𝑟𝑜𝑘𝑠𝑖𝑚𝑎𝑠𝑖 = 𝑦ℎ𝑖𝑔ℎ[𝑘] = ∑ 𝑥[𝑛]. 𝑔[2𝑘 − 𝑛]𝑛 

𝑆𝑖𝑛𝑦𝑎𝑙 𝐷𝑒𝑡𝑖𝑙 = 𝑦𝑙𝑜𝑤[𝑘] =  ∑ 𝑥[𝑛]. ℎ[2𝑘 − 𝑛]𝑛 
Dimana, 

 𝑥(𝑛) = sinyal asli 

 𝑔(𝑛) = koefisien low-pass filter 

 ℎ(𝑛) = koefisien high-pass filter 
Aproksimasi adalah sinyal yang diperoleh dari proses 

konvolusi sinyal asli terhadap low-pass filter untuk mengambil 
data berindeks ganjil, sedangkan detil adalah sinyal yang 
diperoleh dari proses konvolusi sinyal asli terhadap hight-pass 
filter untuk mengambil data berindeks genap. Pada penelitian ini 
Wavelet yang digunakan adalah Symlet2 yang memiliki empat 
koefisien pada masing-masing aproksimasi dan detil, seperti 
pada Persamaan 3 dan persamaan 4. 

Koefisien Fungsi Skala (low-pass filter) 

ℎ
1− √3

4√2
=  0.4829ℎ

3− √3

4√2
= 0.8365ℎ

3+ √3

4√2
=

0.2241ℎ
1+ √3

4√2
=  −0.1294  

Koefisien Fungsi Wavelet (high-pass filter) 

𝑔
1− √3

4√2
= −0.1294𝑔−

3− √3

4√2
= −0.2241𝑔

3+ √3

4√2
=

0.8365𝑔−
1+ √3

4√2
  

Pada penelitian terdahulu, ekstraksi sinyal EEG 
menggunakan Wavelet telah dilakukan untuk monitoring 
kondisi emosional [13][14][15], identifikasi tingkat 
kewaspadaan dengan akurasi[16] identifikasi kondisi rileks [17]. 

Sinyal EEG selama tiga menit disimpan sebagai file (.csv) 
yang direkam dari 14 kanal. Setiap segmen 180 detik setiap 
kanalnya diekstraksi menggunakan transformasi Wavelet. 
Transformasi Wavelet ditujukan untuk ekstraksi gelombang 
Alfa, Beta, Teta, Gama, dan Mu dari sinyal EEG.  Proses 
dekomposisi sinyal Wavelet dapat dilihat pada  Gambar 4. 

1) Ekstraksi Gelombang Gama 
Proses ekstraksi gelombang Gama menggunakan koefisien 

high pass filter. Hasil tersebut melewati proses downsampling 
dengan mengambil indeks genap. Hasil ekstraksi Wavelet pada 
gelombang Gama dari sinyal EEG selama 180 detik, mereduksi 
jumlah data dari 23.040 menjadi 1.520 data. 

2) Ekstraksi Gelombang Beta 
Dekomposisi gelombang Beta prosesnya sama seperti 

dekomposisi pada gelombang Gama, namun untuk 
mendapatkan gelombang Beta pada konvolusi kesatu 
menggunakan filter low-pass. Konvolusi kedua menggunakan 
filter high-pass dan low-pass. Pada konvolusi ketiga 
menggunakan filter high-pass lalu keempat dan kelima 

menggunakan filter high-pass. Dari 23.040 didapatkan 
gelombang Beta 6.480 data sinyal EEG selama 180 detik. 
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1-32 Hz 33-64 Hz

17-32 Hz1-16 Hz

9-16 Hz1-8 Hz

5-8 Hz1-4 Hz 13-16 Hz9-12 Hz
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Gambar 4 Ekstraksi wavelet 

 

3) Ekstraksi Gelombang Teta 
Dekomposisi gelombang Teta prosesnya sama seperti 

dekomposisi pada gelombang Beta, namun untuk mendapatkan 
gelombang Teta pada konvolusi kesatu sampai ketiga 
menggunakan filter low-pass. Selanjutnya konvolusi keempat 
menggunakan filter high-pass. Dari 23.040 didapatkan 
gelombang beta 1.440 data. 

4) Ekstraksi Gelombang Alfa 
Dekomposisi gelombang Alfa prosesnya melalui low-pass 

pada konvolusi kesatu sampai kedua. Pada konvolusi ketiga 
menggunakan high-pass, pada konvolusi keempat 
menggunakan filter low-pass dan high-pass. Selanjutnya pada 
konvolusi kelima menggunakan low-pass filter. Sehingga 
gelombang Alfa yang diperoleh 120 data dari 23.040. Hasil 
dekomposisi gelombang Alfa setiap 180 detik menghasilkan 
2.160 data. 

5) Ekstraksi Gelombang Mu 
Dekomposisi gelombang Mu prosesnya melalui low-pass 

pada konvolusi kesatu sampai kedua. Pada konvolusi ketiga 
menggunakan high-pass, pada konvolusi keempat 
menggunakan filter low-pass dan high-pass. Selanjutnya pada 
konvolusi kelima menggunakan low-pass filter. Sehingga 
gelombang Mu yang diperoleh 2.160 data dari 23.040. Hasil 
dekomposisi gelombang Mu setiap 180 detik menghasilkan 
2.160 data. 

6) Perubahan Amplitudo 
Perubahan amplitudo didapatkan dari sinyal asli yang 

disegmentasi setiap 16 data dan diambil nilai absolut rata-
ratanya. Sehingga dari data asli 23.040 menjadi 1440 titik data.  

C. Self-Organizing Map 

Salah satu teknik untuk melakukan pembelajaran 
unsupervised adalah Self-Organizing Map (SOM). Seperti pada 
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penelitian terdahulu mengenai klasifikasi dan clustering EEG, 
membandingkan antara Supervised Learning menggunakan 
Feedforward dan Unsupervised Learning menggunakan Self-
Organizing Map[18][8] dengan masing-masing unit sebanyak 
empat dan sepuluh cluster, identifikasi dan labeling juga telah 
dilakukan pada sinyal EEG pasien Epilepsi [19] [20].  

SOM merupakan teknik clustering yang sebelumnya harus 
menentukan banyak cluster yang akan dibuat. Pada penelitian 
ini cluster akan dibagi menjadi dua berdasarkan pasien paska 
stroke dan orang sehat. Jumlah neuron masukan SOM pada 
penelitian ini memiliki panjang data yang berbeda tergantung 
dari variabel atau fitur apa yang akan dilakukan clustering. 
Panjang data EEG masing-masing variabel dapat dilihat pada 
Tabel  I. 

TABEL  I PANJANG DATA EEG 

No Gelombang Panjang Data 
Panjang Data  

(14 kanal) 

1. Alfa 2160 30240 

2. Beta 6480 90720 

3. Teta 1440 20160 

4. Gama 11520 161280 

5. Mu 2160 30240 

6. Amplitudo 1440 20160 

Total 33200 464800 

 

Parameter masukan lain untuk proses clustering SOM adalah 
learning rate (α) sebesar 0.05 dengan pengurangan setiap kali 
iterasi 0.1 dikali learning rate. Untuk nilai minimum learning 
rate (Eps) sebesar 0.0001 dan maksimum 1000 epoch. 
Arsitektur jaringan SOM untuk clustering data EEG dapat 
dilihat pada Gambar 4.  

 

Gambar 5 Arsitektur som 

Pengelompokan data menggunakan algoritma SOM yang 
terdiri dari empat tahapan yaitu : 

1. Kompetisi : Setiap simpul output j, dihitung nilai D(x,w1) 

yang merupakan fungsi jarak Euclidean antara x dan w. 

Fungsi ini didefinisikan pada Persamaan 5. 

𝐷(𝑥, 𝑤𝑚) =  √∑ (𝑥𝑖 − 𝑤𝑚𝑖)2𝑚
𝑖=1  

2. Update bobot: setelah mendapat nilai jarak dari tiap-tiap 
vektor input kovektor bobot, pilih nilai jarak yang minimum 
sebagai neuron pemenang. Setiap neuron pemenang berserta 
tetangganya dilakukan proses adaptasi yaitu memperbaharui 
nilai. Apabila kelas pemenang sama dengan kelas 
sebenarnya maka menggunakan Persamaan 6 dan apabila 
kelas pemenang berbeda dengan kelas sebenarnya maka 
menggunakan Persamaan 7. 

𝑊𝑗(𝑏𝑎𝑟𝑢) =  𝑊𝑗(𝑙𝑎𝑚𝑎) +  𝛼 (𝑥 − 𝑊𝑗(𝐿𝑎𝑚𝑎))                    (6) 

𝑊𝑗(𝑏𝑎𝑟𝑢) =  𝑊𝑗(𝑙𝑎𝑚𝑎) −  𝛼 (𝑥 − 𝑊𝑗(𝐿𝑎𝑚𝑎))                    (7) 

3. Perbaharui α, dilakukan perubahan nilai dengan Persamaan 

8.  

𝛼 =  𝛼 − 0.1 ∗  𝛼          (8) 

4. Hentikan perlakuan : perlakuan dihentikan ketika kriteria 

pemberhentian tercapai yaitu berdasarkan banyaknya 

iterasi, nilai minimum error, nilai α dan lebar tetangga. 

III. HASIL DAN DISKUSI 

Data latih yang digunakan dalam penelitian ini sebanyak 50 
set yang didapatkan dari 25 pasien paska stroke dan 25 orang 
sehat. Clustering dilakukan untuk pengelompokan variabel 
berdasarkan kemiripan untuk pasien paska stroke dan orang 
sehat. Dari variabel yang didapatkan akan menunjukan adanya 
variabel-variabel yang saling berhubungan sehingga proses 
clustering dianggap cocok untuk menghilangkan variabel yang 
tidak mewakili sinyal EEG dari pasien rehabilitasi Stroke. 

Uji parameter clustering dilakukan untuk mengetahui 
pengaruh learning rate terhadap kualitas pembelajaran data latih 
dengan menggunakan 1000 epoch, learning rate 0.05 dan 
minimum learning rate rate sebesar 0.1 seperti terlihat pada 
Tabel  II. 

TABEL  II PENGARUH LEARNING RATE MELALUI EKSTRAKSI GELOMBANG 

DENGAN SOM 
  

No Variabel 
Learning 

rate 

Waktu 

Clustering 

(detik) 

Tingkat Akurasi 

Clustering (%) 

Sesuai 
Tidak 

Sesuai 

1 Alfa 0.1 40 56 44 

2 Alfa 0.05 40 58 42 

3 Alfa 0.02 76 58 42 

4 Alfa 0.01 78 54 46 

 

Berdasarkan Tabel  II perbandingan pengaruh learning rate 
dan konstanta pengurangan learning rate yang meliputi tingkat 
akurasi clustering. Dari hasil perbandingan nilai learning rate 
didapatkan hasil 58% akurasi data sesuai dengan clusternya 
menggunakan learning rate 0.05 dan 0.02. 

Setelah didapatkan parameter yang optimal untuk clustering, 
pengujian terhadap masing-masing variabel yang diduga 
berpengaruh dengan clustering menggunakan SOM dilakukan 
dengan hasil dari clustering tersebut dapat dilihat pada Tabel  III. 

TABEL  III PENGARUH SETIAP FITUR 
 

No 

Variabel 

Diduga 

Berpengaruh 

Akurasi (%) 

Sesuai dengan 

Kelas Target 

Tidak Sesuai dengan 

Kelas Target 

1 Alfa 58 42 

2 Beta 54 46 

3 Teta 52 48 

4 Gama 56 44 

5 Mu 52 48 

6 Amplitudo 68 32 

Pada Tabel  III terlihat setiap variabel memiliki akurasi yang 
berbeda. Berdasarkan hasil clustering, didapatkan variabel 
amplitudo memiliki presentasi kecocokan terhadap label 
sebenarnya yaitu 68%. Tabel  IV menunjukan seluruh data orang 
sehat masuk kedalam cluster yang seharusnya, namun pada data 
pasien paska stroke hanya 9 dari 25 data pasien paska stroke 
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yang masuk ke dalam label seharusnya 16 data pasien paska 
stroke memiliki kedekatan dengan label orang sehat.  

TABEL  IV HASIL CLUSTERING DATA EEG PASIEN PASKA STROKE 

 

No EEG Pasien Target Cluster 

1 P1 1 2 

2 P2 1 2 

3 P3 1 2 

4 P4 1 2 

5 P5 1 1 

6 P6 1 2 

7 P7 1 1 

8 P8 1 1 

9 P9 1 2 

10 P10 1 1 

11 P11 1 1 

12 P12 1 2 

13 P13 1 1 

14 P14 1 2 

15 P15 1 1 

16 P16 1 2 

17 P17 1 2 

18 P18 1 1 

19 P19 1 2 

20 P20 1 2 

21 P21 1 2 

22 P22 1 2 

23 P23 1 2 

24 P24 1 2 

25 P25 1 1 

Pengujian juga dilakukan untuk setiap variabel terhadap 
setiap kanal yang simetris untuk mendapatkan akurasi yang 
terbaik. Seperti terlihat pada Tabel  V. 

TABEL  V HASIL PENGARUH KANAL SIMETRIS 

 

No 
Kanal 

Simetris 

Akurasi 

Fitur Amplitudo (%) 

Sesuai dengan 

Kelas Target 

Tidak Sesuai dengan 

Kelas Target 

1 AF3-AF4 64 36 

2 F7-F8 64 36 

3 F3-F4 62 38 

4 FC5-FC6 62 38 

5 T7-T8 64 36 

6 P7-P8 64 36 

7 O1-O2 62 38 

8 Semua Kanal 68 32 

Pada Tabel  V terlihat setiap pasangan kanal simetris 
menunjukkan presentase tertinggi adalah 64% yaitu AF3-AF4, 
F7-F8, T7-T8, dan P7-P8. Ketika semua kanal disatukan akan 
menghasilkan prsentase clustering terbaik yaitu 68%. Hasil 
penelitian menunjukkan bahwa waktu komputasi yang 
dibutuhkan terhadap data EEG pasien baru adalah 277 detik atau 
4.61 menit seperti terlihat pada Tabel  VI. 

TABEL  VI HASIL WAKTU KOMPUTASI 

 

No Pasien 
Waktu Perekaman 

(detik) 

Waktu Ekstraksi Variabel 

(detik) 

1 P1 180 279 

2 P2 180 277 

3 P3 180 277 

4 P4 180 277 

Beberapa kekurangan dari akurasi clustering adalah 
karakteristik beberapa pasien kemungkinan sudah mendekati 
normal atau memiliki Stroke ringan. Sehingga kemudian perlu 
lebih banyak cluster. 

Dalam grafik hasil ekstraksi secara langsung dapat dilihat 
perbedaan dan telah divalidasi oleh dokter. Seperti terlihat pada 
Gambar 6 Amplitudo pasien paska stroke dan Gambar 7 
amplitudo orang sehat. 

 

Gambar 6 Amplitudo pasien paska stroke 

 

 
Gambar 7 Amplitudo orang sehat 

 

Perbandingan yang dapat dilihat dari grafik gelombang EEG 

yang dihasilkan yaitu terdapatnya perlambatan gelombang 

pasien paska stroke seperti pada Gambar 6, yang berbeda 

dengan orang sehat pada gambar 7. 

IV. KESIMPULAN 

Pada penelitian ini sistem identifikasi variabel-variabel EEG 
pasien paska stroke telah dibangun dan dapat melakukan fungsi 
utama untuk melakukan ekstraksi dan pengelompokan data 
EEG. Data EEG dilakukan ekstraksi menggunakan Wavelet 
Symlet2 untuk mendapatkan variabel atau fitur ekstraksi yang 
berpengaruh. Fitur tersebut dilakukan pengujian dan validasi 
satu-persatu menggunakan SOM untuk mengetahui seberapa 
pengaruhnya terhadap data supervised yang seharusnya. 

Hasil clustering menunjukkan bahwa orang sehat memiliki 
akurasi 100%. Semenetara hanya 36% pasien paska stroke 
masuk ke dalam cluster sebenarnya. Kemungkinan terdapat 
kesembuhan ditinjau dari aktivitas listrik di otak. Akurasi 
dengan konfigurasi semua kanal digabungkan diperoleh akurasi 
sebesar 68%. Konfigurasi variable dan kanal ini digunakan 
untuk membangun model analisis sinyal EEG terhadap pasien 
paska stroke. Walaupun demikian model yang dibangun dalam 
perangkat lunak memungkinkan dokter untuk melakukan 
koreksi. 

Analisis sinyal semua variabel untuk tim medik dapat dilihat 
langsung menggunakan grafik yang disediakan pada menu 
ekstraksi dan identifikasi pada sistem identifikasi variabel EEG 
pasien paska stroke. Waktu yang dibutuhkan untuk proses 
ekstraksi data pasien paska stroke baru adalah 4-5 menit. 
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